Generacja tekstow piosenek

Maciej Krzyzanowski, Sebastian Kutny, Tomasz Lewandowski

Kwiecien 2023

Spis tresci

Wstep 3

2 Yancuchy Markoval 4
Wstep| . . . .« . o e 4

22 Prawo Zipfal . . . . ... ... .o 6
2.3 rawo Heapsal. . . . . . . . .. oo L oo 9
2.4 Entropia Krzyzowa| . . . . . .. . ..o 00000 11
Perp Al . e 12

PG _SelfBLEUL. . o v ovove e e e e e e e e 13
2.7 Przyktadowe wyniki| . . . . ... ... oo 0oL 14

[ Rekurencyjne Sieci Neuronowe] 16
3.1  Wstep o rekurencyjnych sieciach neuronowych|. . . . . .. .. .. 16
3.2 LSTMIl . . . e 17
B3GRU . . . . 18
3.4 Roznice miedzy LSTM, a GRU| . . . . ... ... ... ... ... 19
8.5 Problem znikajacego gradientu| . . . . . ... ..o 19
8.6 Embeddingl . . ... ... oo 19
l4__Sieci neuronowe na transformatorach| 21
4.1 Przyktadowe wykorzystanie sieci neuronowych na transtormato- |
Carachd . . . 21
4.2 Analiza dziatania transformera:d . . . . . ... .o 0oL 21
4.3 Wadyizalety:|. . . . . . ... 23
6_GPT-2 25
6 Realizacja praktyczna z wykorzystaniem RNN| 27
6.1 Uzyte narzedzial. . . . . . . ... ... ... 0., 27
6.2 Struktura kodul . . . . .. ... Lo oo 27
6.3 Daneuczacel. . . . . ... . 27
............................. 28
6.4.1 detault Istm| . .. ... ... ... o000 28




[6.4.2 beta lIstm|. .. ... ... ... ... ... ... ... 29

[6-43 gamma Istm| . . . ... ... ... ... 30
6.4.4 omicron lIstm|. . . . . ... ..o 31
6.4.0 d e | P 32
BB Dota I . . . o oo 33
6.4.7 Dotrenowany model GPT-2[ . . . .. ... .. ... .... 34




1 Wstep

Celem projektu bylo stworzenie modelu generujacego tekst piosenki na pod-
stawie wybranych danych jako tekstéw innych utworéw. Wykorzystaliémy 2
metody: lanicuchy Markova oraz rekurencyjne sieci neuronowe.

Projekt zawiera narzedzie Scraper"do pozyskiwania danych ze stron:
e https://www.tekstowo.pl
e https://www.azlyrics.com
Implementacja zostata wykonana w jezyku Python oraz wykorzystuje biblioteki:

e pandas

BeautifulSoup
e nltk

e request

e queue

e re

Dostepna jest opcja laczenia zbioréw danych do jednego pliku w celu wykorzy-
stania ich jednocze$nie.

Przed rozpoczeciem przetwarzania danych sa one oczyszczane poprzez ujednol-
cenie wielko$ci liter, usuniecie niepotrzebnych znakéw interpunkcyjnych, stéw
zakazanych (np:. okreslajacych sktadowe tekstu utworu) oraz wyrazen ze szcze-
gbélnymi znakami interpunkcyjnymi jako okreslajacych zawartosé tekstu.

Tekst jest generowany jako dowolna liczba werséw o dowolnej ilosci stow.


https://www.tekstowo.pl
https://www.azlyrics.com

2 Lancuchy Markova

2.1 Wstep

FLancuchy Markova to matematyczny model stuzacy do generowania tekstu lub
sekwencji innych elementéw, takich jak dzwieki lub obrazy. Idea modelu jest
analiza sekwencji istniejacych elementéw i wykorzystanie tych informacji do
przewidywania, jakie elementy powinny pojawi¢ sie nastepnie.

W przypadku generowania tekstu, tancuchy Markova sa zwykle stosowane do
analizy sekwencji stow w tekscie Zrodtowym i generowania nowych sekwencji
stow na podstawie tych informacji. Proces zaczyna sie od wyboru determini-
stycznego lub losowego poczatkowego stanu tancucha, a nastepnie generowania
kolejnych stanéw na podstawie informacji o pradwopodobienistwie wystapienia
po sobie stanéw w analizowanym teks$cie w kontekscie poprzednio wygenerowa-
nych stanéw. Przyktadowo, jesli w tekscie zrédlowym po stowie "generatoréze-
sto pojawia sie stowo "piosenek", to model taricucha Markova przypisze wysokie
prawdopodobieristwo wystapienia stowa "piosenek"po stowie "generator".

Istnieja ro6zne sposoby implementacji modelu taricuchéw Markova, ale zwykle
opieraja sie one na analizie pewnej liczby poprzednich elementow, zwanej Stop-
niem"modelu. Na przyktad, w przypadku modelu pierwszego stopnia, prawdo-
podobieristwo wystapienia danego elementu zalezy tylko od poprzedniego ele-
mentu, w modelu drugiego stopnia, prawdopodobienstwo zalezy od dwoéch po-
przednich elementéw, a w modelu trzeciego stopnia, prawdopodobienistwo zalezy
od trzech poprzednich elementéw itd. Stopien taricucha nazywamy N-gramem.

W naszym projektcie N-gram jest parametryzowany i bazuje na N uprzednio
wygenerowanych stlowach w wersie, losujac nastepne stowo na podstawie praw-
dopodobiernistwa jego wystapienia po N sekwencji stéw uprzednio wygenerowa-
nych. Dodatkowo przy kazdym wersie o nieparzystym numerze podejmowana
jest proba stworzenia rymujacego sie wersu na podstawie ostatniej sylaby po-
przedniego. Najpierw znajdowane sa wszystkie rymujace sie zakoriczenia wersu
niebedace ostatnim stowem poprzedniego, a nastepnie - jesli takie istnieja - losu-
jemy jedno z nich zamiast z wszyskich pozycji. Przy nieznalezieniu rymujacych
sie stow generacja odbywa sie tak jak w zwyklym wypadku. W praktyce szansa
na stworzenie rymu jest mata i powinna rosnaé z iloscia danych przetwarzanych
przez model.

Model taricuchéw Markova nie jest idealny i moze generowaé sekwencje, ktore
nie sg sensowne lub poprawne gramatycznie. Dopiero przy wgladzie modeli w
setki stanéw wstecz oraz przy bardzo duzej ilo$ci danych mozna wygenerowad
tekst podobny do pisanego przez czlowieka.



Rysunek 1: Przyktad taricucha Markova, dla zdania "The quick brown fox jumps
over the lazy dog and the angry dog chase the quick brown fox.", dla warto-
$ci ngram = 1, oznaczajacej stany jako pojedyncze stowama oraz warto$cami
prawdopodobienistw przej$¢ pomiedzy stanami obliczonych na podstawie zdania
wejsciowego.



2.2 Prawo Zipfa

Prawo Zipfa to empiryczna obserwacja dotyczaca czestotliwosci wystepowania
stow w korpusie tekstéw. Mowi ono, ze jedli posortujemy stowa wystepujace w
tekscie wedlug czestotliwosci ich wystapien i przyporzadkujemy kazdemu stowu
range zgodna z jego pozycja w rankingu, to liczba wystapien stowa o danej ran-
dze jest odwrotnie proporcjonalna do wartosci tej rangi. W praktyce oznacza
to, ze najczeSciej wystepujace stowo bedzie wystepowaé dwa razy czesciej niz
drugie na liscie, trzy razy czesciej niz trzecie, i tak dalej.

Wykorzystujac Prawo Zipfa w generacji tekstow piosenek, mozna zapewnic,
ze wygenerowany tekst bedzie przypominal rzeczywiste teksty pod wzgledem
czestotliwosci wystepowania stow.
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(a) Wykres 1000 najcze$ciej pojawiajacych sie stow dla zbioru
danych somemiz.csv.
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(b) Wykres stalej constant = ranga * wystapienia dla zbioru
danych somemiz.csv



generated song state histogram
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(a) Wykres 1000 najczesciej pojawiajacych sie stow dla piosenki
wygenerowanej na podstawie somemiz.csv o 100 wersach po 500
stow.

generated song state constants plot

8000 A

65000

constants

&
8

20004

) 200 600
states

(b) Wykres stalej constant = ranga * wystapienia dla piosenki
wygenerowanej na podstawie somemiz.csv o 100 wersach po 500
stow



Podobienistwo wykreséw wskazuje na to, ze tekst wyjsciowy modelu bedzie
tej samej jakosci, przypominajac tekst dany na wejsciu.

2.3 Prawo Heapsa

Prawo Heapsa opisuje zalezno§¢ pomiedzy wielkosciag dokumentu w jednostce
liter, stow, stanéw ztozonych ze stéw w kontekscie liczby unikalnych liter, stow,
stanéw zlozonych ze stéw pojawiajacych sie w tekscie. Na podstawie prawa,
stwierdzamy, ze liczba unikalnych stanéw rosnie wolniej wraz ze zwickszajaca
sie ilo$cig standéw tekstu, co pozwala nam przewidzie¢ ilo§¢ unikalnych w zasobie
danych, co pozwala na lepsza ocene modelu Markova.
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Rysunek 4: Wykres  zaleznosci liczby  stanéw  unikalnych od
rozmiaru  tekstu oraz  wartosci  ngram  dla  zbioréw  danych:
kyuss.csv,led__zeppelin.csv, BlackSabbath.csv,ac__dc.csv.
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Prawo Heapsa sprawdza si¢ dla danych. Dodatkowo widzimy, ze zmiana jest
zalezna od ngramu. Rosnie ona zwykle wolniej dla wiekszych ngramow co moze
oznaczal czeste pojawianie sie w tekstach okreslonych ztozen stéow.

2.4 Entropia Krzyzowa

Entropia Krzyzowa to miara zgodnosci miedzy dwoma rozkladami prawdopo-
dobienistwa. Pozwala okresli¢ jak dobrze model generujacy tekst przewiduje
nastepny stan na podstawie poprzednich. W przypadku generowania tekstu, en-
tropia krzyzowa moze by¢ wykorzystana do oceny jako$ci generacji. Im mniejsza
wartos$¢ entropii krzyzowej, tym wieksza zgodno$¢ miedzy rozkladem prawdo-
podobieristwa generowanego tekstu a rozktadem prawdopodobienstwa prawdzi-
wych tekstéw. Pozwala to oceni¢ czy model tworzy teksty podobne do tych ze
zbioru danych, czy tez tworzy nowe i oryginalne sentencje.

Obliczanie Entropii krzyzowej:

e Tworzymy rozktad prawdopodobienistwa wygenerowanego tekstu, zaleznie
od uzywanych n-gramow.

e Iterujac po kazdym n-gramie tekstu wygenerowanego obliczamy sume ilo-
czynéw logarytmu prawdopodobienistwa wystapienia nastepnego stowa w
modelu oraz prawdopodobienistwa wystapienia nastepnego stowa w roz-
ktadzie wygenerowanego tekstu.

—_log(P(M)) x P(L)

, gdzie P(M) oznacza prawdopodobieristwa wystapienia nastepnego stowa
w modelu, a P(L) prawdopodobienstwa wystapienia nastepnego stowa w
rozkladzie wygenerowanego tekstu.
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Rysunek 5: Wykres wartoéci entropii krzyzowej dla tekstu generowanego na
podstawie zbioru danych somemix.csv, zaleznie od rozmiaru wygenerowanego
tekstu.

Jak wida¢, entropia krzyzowa rosnie niemal liniowo wzgledem dtugosci wy-
generowanego tekstu. Oznacza to, ze model coraz to bardziej generuje tekst
niepodobny do oryginalnego zaleznie od dlugosci wygenerowanego tekstu.

2.5 Perpleksja

Perpleksja to stopienn trudno$ci zrozumienia tekstu, miara nieprzewidywalno-
§ci modelu. Im nizsza tym tekst bardziej przypomina oryginalny i jest bar-
dziej kreatywny. Aby policzy¢ warto$¢ perpleksji tekstu korzystamy ze wzoru:
Perplexity(M) = 2H(-M) gdzie M oznacza model, L oznacza wygenerowany
tekst, a H(L, M) warto$¢ entropii krzyzowej.

12
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Rysunek 6: Wykres wartosci perpleksji dla tekstu generowanego na podstawie
zbioru danych somemix.csv, zaleznie od rozmiaru wygenerowanego tekstu.

Jak widaé¢, wykresy eksperymentu dla entropii krzyzowej i perpleksji sie nie
réznia, poniewaz w gruncie rzeczy znacza ta sama miare.

2.6 Self-BLEU

Self-BLEU okresla roznorodno$é generowanego tekstu. Wykorzystuje wskaz-
nik BLEU (ang. BiLingual Evaluation Understudy), liczac jego wartos¢ dla
kombinacji par wszystkich unikalnych sentencji wygenerowanego tekstu, w tym
przypadku werséw piosenki, otrzymujac koricowo ich §rednig. Im mniejsza war-
tos§¢ wskaznika tym wieksza réznorodno$é¢ w tekscie. Metryka pozwala uniknaé
monotonnosci tekstu.

Sam wskaznik BLEU mierzy podobienstwo miedzy tltumaczeniem maszynowym
a jednym lub wieloma tlumaczeniami referencyjnymi poprzez poréwnanie stop-
nia pokrycia n-graméw (ciaggéw po n kolejnych stéw) miedzy nimi. Im wyzszy
wynik, tym wieksze podobienstwo miedzy ttumaczeniem a referencja. Wartosci
wskaznika BLEU mieszcza sie w przedziale od 0 do 1, gdzie 1 oznacza idealne
dopasowanie ttumaczenia maszynowego do referencji. W praktyce, oczekuje sie
wynikow BLEU powyzej 0,4-0,5, aby uznaé¢ ttumaczenie maszynowe za akcep-
towalne.
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https://pl.wikipedia.org/wiki/BLEU
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Rysunek 7: Wykres wartosci Self-BLEU dla tekstu generowanego na podstawie
zbioru danych somemix.csv, zaleznie od rozmiaru wygenerowanego tekstu.

Jak widaé, tekst zachowuje wysoka réznorodnosé, poprzez losowy wyboér
poczatku wersu rozkladem réwnomiernym, a z coraz to wiekszym rozmiarem
tekstu napotykamy na nowe frazy, co zwieksza jego réznorodnosé, jednak wcigz
wynik jest zalezny od wygenerowanych tekstow.

2.7 Przykladowe wyniki

14



Przyktadowe wyniki generacji 10 werséw po 10 stéw dla zbioru danych
english _mixtape.csv:

Shy yeah repeat everything i want you hard dont get
Slow with plenty of desperation in the night end of
Until that day lost my way you bat your eyes
Back baby cause your man is back wonder where you
Under water forever was their faith i will let you
Windows feel like giving up cause you know theres only
Lets shout lets make it baby now worry like lying
Some room for you and me can you heal what
Shot cmon terminator uzi makers regulators gon na blow my
A poto over the road youre on your move what

Przyktadowe wyniki generacji 10 werséw po 10 stéw dla zbioru danych
so0memix.csv:

Hell forget about me making a movie turn on a
Bas en haut jaimais manger sa peau je sais que
Main banu tera ehsaas main yaar banavanga akhiyaan milavanga akhiyaan
So stroke me and no reason to believe that parted
Now sexy dance sexy dancer hot as hades early eighties
How sophisticated you know what they do they laugh and
Of brotherly love the feel of silk and your talents
Goddamn alotta brilliant bitch have it you be not much
Line trill tell me youre always gon na need your
Crawling on them haters sick itd be worth more dan

15



3 Rekurencyjne Sieci Neuronowe

3.1 Wstep o rekurencyjnych sieciach neuronowych

Rekurencyjne sieci neuronowe (RNN) sa specjalnym rodzajem sieci neurono-
wych, ktoére maja zdolno$¢ do uwzgledniania kontekstu sekwencji danych. Ozna-
cza to, ze RNN sg w stanie analizowaé¢ dane wejSciowe w sposéb sekwencyjny,
zachowujac informacje o poprzednich krokach. Ta cecha czyni je szczeg6lnie
skutecznymi w modelowaniu danych sekwencyjnych, takich jak jezyk naturalny,
d7wiek czy szereg czasowy.

Podstawowym elementem rekurencyjnej sieci neuronowej jest rekurencyjna jed-
nostka, ktéra wykonuje operacje na aktualnym kroku czasowym oraz przecho-
wuje stan, ktory jest przekazywany do nastepnego kroku. Najpopularniejszym
typem jednostki rekurencyjnej jest jednostka LSTM (Long Short-Term Memory)
oraz GRU (Gated Recurrent Unit). Obie te jednostki sa zaprojektowane w taki
sposob, aby rozwigzywaé problem znikajacego i eksplodujacego gradientu, ktory
czesto wystepuje podczas uczenia rekurencyjnych sieci neuronowych.

W trakcie uczenia rekurencyjnej sieci neuronowej wsteczna propagacja btedu jest
stosowana w celu minimalizacji btedu wyjscia. Jednak w odréznieniu od trady-
cyjnych sieci jednokierunkowych, RNN uzywaja rowniez propagacji wstecznej w
czasie, aby rozprowadzié¢ gradienty przez wszystkie kroki czasowe. Dzieki temu
sie¢ jest w stanie uczy¢ sie na podstawie kontekstu historycznego i uwzgledniaé
informacje z poprzednich krokow.

Rekurencyjne sieci neuronowe jednak nie sa pozbawione wad. Jednym z pro-
blemoéw jest trudno$¢ w uczeniu dlugotrwatych zaleznosci, poniewaz gradienty
moga zanika¢ lub eksplodowaé¢ w czasie. W praktyce czesto stosuje sie rézne
techniki, takie jak LSTM czy GRU, aby radzi¢ sobie z tym problemem. Ponadto,
obliczenia w rekurencyjnych sieciach neuronowych sa bardziej czasochtonne niz
w przypadku sieci jednokierunkowych, co moze stanowi¢ wyzwanie w przypadku
duzych zbioréw danych.

Podsumowujac, rekurencyjne sieci neuronowe sg poteznym narzedziem do ana-
lizy danych sekwencyjnych. Dzieki swojej zdolnosci do uwzgledniania kontekstu
historycznego, sa one szczegdlnie skuteczne w modelowaniu danych sekwencyj-
nych. Jednak ich skomplikowana natura i trudnosci w uczeniu dtugotrwatych
zaleznodci wymagaja starannego projektowania i optymalizacji.
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x; : input vector (m x 1).

h; : hidden layer vector (n x 1).

oy - output vector (n x 1).

by, : bias vector (n x 1).

U, W : parameter matrices (n x m).
V' : parameter matrix (n x n).

7y, 7, activation functions.

otA

he—y he

Xt

Rysunek 8: Obrazek przedstawia schemat dzialania Recurrent Neural Network.

3.2 LSTM

LSTM (Long Short-Term Memory) to rodzaj rekurencyjnej jednostki uzywanej
w rekurencyjnych sieciach neuronowych (RNN), ktora rozwiazuje problem zni-
kajacego gradientu. Sktada sie z bramek wejSciowej, zapominajacej i wyjsciowej,
ktore kontroluja przeptyw informacji. Jednostka LSTM ma zdolno$é do przecho-
wywania informacji przez wiele krokow czasowych dzieki mechanizmowi "Sciezki
pamieci"

17



he, €y hidden layer vectors.

r, : input vector.

by, bi,be, b, : bias vector.

Wy, Wy, W, W, : parameter matrices.
o , tanh : activation functions.

C.. 4 N ¢

Xt
Rysunek 9: Obrazek przedstawia schemat dziatania Long-Short Term Memory.

3.3 GRU

GRU (Gated Recurrent Unit) to rodzaj jednostki w rekurencyjnych sieciach neu-
ronowych (RNN), ktorej struktura obejmuje bramki resetowania i aktualizacji.
Dziata podobnie do LSTM, umozliwiajac skuteczne modelowanie dtugotrwatych
zaleznosci w danych sekwencyjnych. GRU ma mniejszg liczbe parametréw niz
LSTM, a mimo to osigga podobne efektywnosci. Jest popularnym rozwigza-
niem w przetwarzaniu jezyka naturalnego, rozpoznawaniu mowy i generowaniu
tekstu.

18



x; : input vector (m x 1).
h; : hidden layer vector (n x 1).
o - output vector (n x 1).
by
U, W : parameter matrices (n x m).

- bias vector (n x 1).

V' : parameter matrix (n x n).
7y, 7, activation functions.

otA

tanh

Xt

Rysunek 10: Obrazek przedstawia schemat dzialania Gated Recurrent Unit.

3.4 Rébznice miedzy LSTM, a GRU

GRU i LSTM sa dwoma popularnymi typami jednostek w rekurencyjnych sie-
ciach neuronowych (RNN). GRU ma prostsza strukture, mniejsza liczbe para-
metréow i bramki resetowania. LSTM ma bardziej ztozong strukture, oddzielng
komoérke pamieci i trzy bramki. Wybér miedzy nimi zalezy od kontekstu i da-
nych sekwencyjnych.

3.5 Problem znikajacego gradientu

Problem znikajacego gradientu wystepuje w rekurencyjnych sieciach neurono-
wych (RNN), gdy gradienty maleja wraz z propagacja wsteczna przez kolejne
kroki czasowe. To utrudnia nauke dtugotrwalych zaleznosci. Jednostki LSTM i
GRU zostaly opracowane w celu rozwigzania tego problemu, umozliwiajac sku-
teczniejsze modelowanie dlugoterminowych zaleznosci w danych sekwencyjnych.

3.6 Embedding

Embedding w rekurencyjnych sieciach neuronowych (RNN) to proces przeksztal-
cania dyskretnych elementéw, takich jak stowa lub symbole, na geste wektory o
niskiej wymiarowosci. W przypadku analizy jezyka naturalnego, embeddingi sa

19



uzywane do reprezentowania stow lub sekwencji stéw w sposéb, ktoéry zachowuje
ich semantyke i relacje miedzy nimi.

Podstawowym celem embedingu w RNN jest przechwycenie znaczenia stéw lub
sekwencji stow w sposob, ktory umozliwia modelowi RNN efektywne przetwa-
rzanie i wnioskowanie na podstawie tych danych. Embeddingi sg trenowane
wraz z resztg sieci RNN i sg aktualizowane podczas procesu uczenia.

Proces embedingu zaczyna poprzez przypisania do unikalnego wektora liczba
rzeczywistych dla kazdego stowa, losowych wartosci. Beda one aktualizowane
podczas uczenia, aby zwiekszy¢ strukture symetralng jezyka. Istotna kwestia
jest aby stowa o podobnym znaczeniu mialy bliskie sobie wektory, dzieki czemu
model RNN moze wykrywaé podobienistwa i zaleznosci miedzy stowami w trak-
cie analizy tekstu.

20



Sieci neuronowe na transformatorach

Przykladowe wykorzystanie sieci neuronowych na trans-
formatoarach:

przewidywania kolejnego stowa
ttumaczenia z innego jezyka
odpowiadania na pytania
podsumowywania dokumentu
parafrazowania

tworzenia nowego tekstu

gry w szachy i wielu innych

Modele jezykowe takie jak BERT, GPT-2 czy GPT-3 wykorzystuja wlasnie
transformatory. Ale przyjzyjmy sie jak dziala transformator?

4.2 Analiza dzialania transformera:

Output
Probabilities

Softmax

o — 5

Linear

Add & Norm
Feed L,ﬂtf C D

Forward
(=

E Add & Norm

Multi-Head
v [ 20— ] ||y X
K N Add & Norm .
o) Masked D
Multi-Head Multi-Hea C
0|2 —>| e e | (| < H 4 €
Qﬁ_ j—— pa— ) e

Positional Positi —
10— s O o e e 36
Input O
A K 2 | Emoading Embesng | & 14

Inputs Outputs
(shifted right)

Rysunek 11: Obrazek przedstawia schemat dziatania tranformera z opisami
potrzebnymi do dalszego opisu.

1A

Embedding (osadzenie) to proces zamiany stow na liczby lub wektory,
ktore mozna przetwarza¢ za pomocyg modelu. Stowa sg mapowane na
przestrzen wielowymiarowa, gdzie podobne stowa sa blisko siebie, a rézne
stowa sa oddalone od siebie. Embedding jest podstawowym krokiem w
procesie przetwarzania tekstu w modelach jezykowych.
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1B

2A

2B

Positional encoding (kodowanie pozycyjne) to technika, ktéra dodaje in-
formacje o pozycji stowa do jego osadzenia (embedding). Pozwala to mo-
delowi uwzgledni¢ kontekst i kolejnosé stow w zdaniu. Wektory kodowania
pozycji sa dodawane do wektoréw embeddingowych, aby utworzy¢ repre-
zentacje wektorowg stowa z uwzglednieniem kontekstu.

Multi-head attention to mechanizm, ktéry pozwala modelowi na skupienie
sie na réoznych czedciach zdania jednoczesnie. Jest obliczany dla kazdego
stowa i bierze pod uwage zaréwno samo stowo, jak i kontekst miedzy sto-
wami. W efekcie otrzymujemy wektor uwagi dla kazdego stowa.

ArTenriov  VecToas

Mora — [ oeloe Bovetalsl (070 005 0u]
gne —> M o - sl [o.oa 0.81 0.1%]

Rysunek 12: Obrazek przedstawia schemat dziatania wekotra uwagi.

Feed-forward network (sie¢ jednokierunkowa) to warstwa w transforme-
rze, ktora przeksztalca wektory uwagi dla kazdego stowa. Kazdy wektor
jest przekazywany przez sie¢ wielowarstwowa, ktora dziata niezaleznie dla
kazdego stowa. Ten proces mozna zréwnolegli¢, co przyspiesza obliczenia.
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Rysunek 13: Obrazek przedstawia schemat dzialania wekotra uwagi.

3Ai3B

W tych krokach powtarza sie proces opisany w 1A i 1B. Dane wejsciowe
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4A

to wynikowe zdanie, a wynikiem jest zaktualizowana reprezentacja wekto-
rowa zdania z uwzglednieniem kontekstu i pozycji stow.

Masked multi-head attention (uwaga wieloglowicowa z maskowaniem) jest
wykorzystywana w dekoderze modelu transformerowego. Maskowanie po-
zwala na przetwarzanie sekwencji w sposob sekwencyjny, bez lamania kie-
runku czasowego. Modele transformers z maskowaniem moga generowac
predykcje sekwencyjne, nie majac informacji o przysztych elementach se-
kwencji.

T\ AP - - hovim0es e N\@d%\(g_,
‘h IO RS ~——D TUW“')O - \M /
\ﬂ\)\.;:(f}\//L D J\%ﬁp »\.V/V\M}Ofﬂ-ﬁ -

Rysunek 14: Obrazek przedstawia schemat dzialania maskowania na przykta-
dzie zdania po jezyku hiszpanskim, ktére ma by¢ przettumaczone na inny jezyk.

4B

4C

Multi-head attention w dekoderze to proces poréwnywania wektoréow uwagi
miedzy dekoderem a enkoderem. Sprawdza on jako$¢ powiazania miedzy
wektorami stéw w obu czesciach modelu, aby model mégt zrozumie¢, jak
rézne stowa s ze soba powigzane.

Feed-forward network jest ponownie stosowane w dekoderze w celu uprosz-
czenia wektoréow uwagi i ulatwienia dalszego przetwarzania przez model.

Na konicu wynik z transformera przekazywany jest przez warstwe liniowa
(linear layer), ktora przeksztalca wyniki w wymiarze odpowiadajacym licz-
bie stéow w zdaniu. Nastepnie funkcja softmax zamienia wyniki w praw-
dopodobienstwa, ktére mozna interpretowacé jako pewno$é modelu co do
przynalezno$ci stéw do réznych kategorii lub etykiet.

4.3 Wady i zalety:

Zalety

Glowng zalety transformerow jest szybkosé dziatania w poréwnaniu z sie-
cig RNN lub LSTM. Ponadto elementem, ktéry wplywa na to, ze coraz
chetniej sie po nie siega, sa duzo lepsze wyniki w pordéwnaniu z innymi
algorytmami.
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Wady

potrzeba duzej mocy obliczeniowej, aby zostaly wytrenowane
potrzeba naprawde duzej ilosci danych do wytrenowania

dostepne sa przyktady, ze gorzej sobie radza z hierarchicznymi da-
nymi

w zwiazku z tym, ze sa stosunkowo nowe, to w przypadku bledow
mozliwe, ze informacja o jego naprawieniu bedzie ciezka do znalezie-
nia w internecie.

24



5 GPT-2

GPT-2 (Generative Pre-trained Transformer 2) to zaawansowany model jezy-
kowy oparty na architekturze transformer. Zostal opracowany przez OpenAl i
jest jednym z najbardziej znanych i poteznych modeli generatywnych opartych
na uczeniu maszynowym.

GPT-2 ma zdolnosé¢ do generowania wysokiej jakosci tekstu, co sprawia, ze
jest bardzo przydatny w réznych zastosowaniach, takich jak generowanie tre-
§ci, redagowanie, ttumaczenie i wiele innych. Model ten zostal wytrenowany na
ogromnych zbiorach danych tekstowych z internetu, co pozwolito mu na zdoby-
cie ogromnej wiedzy na temat jezyka naturalnego.

Jednym z kluczowych elementéw GPT-2 jest jego zdolnos$é do kontekstowego
rozumienia tekstu. Dzieki warstwom transformer i mechanizmowi uwagi, model
jest w stanie analizowa¢ kontekst i zaleznoéci miedzy stowami, co prowadzi do
generowania bardziej spéjnych i sensownych tekstow.

GPT-2 wykorzystuje uczenie nienadzorowane, co oznacza, ze jest trenowany
na duzych zbiorach danych bez konkretnych etykiet czy celéw zadania. Wytre-
nowany model jest w stanie generowa¢ teksty na podstawie danego kontekstu,
a jakos¢ generacji zalezy od jakosci danych treningowych i rozmiaru modelu.

Warto zaznaczy¢, ze GPT-2 ma réwniez pewne ograniczenia. Ze wzgledu na
to, ze jest oparty na uczeniu maszynowym nienadzorowanym, moze genero-
waé nieodpowiednie, niepoprawne lub niezgodne z rzeczywistoscia tresci, co dla
niektérych niestety moze byé zaleta. Ponadto, model moze byé podatny na
wprowadzanie btednych informacji, ktore znalazty sie w danych treningowych.

Jako generator obrazéw

W tym momencie GPT jest wykorzystywany réwniez jako generator obrazéw.
Nieco ponad miesigc po premierze GPT-3, superpoteznego algorytmu generu-
jacego tekst, jego poprzednik — GPT-2 — znalazl nowe wcielenie. Jego tworcy
postanowili sprawdzié¢, jak ich model zachowalby sie, gdyby wyszkoli¢ go nie na
terabajtach tekstu, ale na milionach fotografii.

Ot6z modele typu Transformer, do ktérych nalezy GPT-2, okresla sie jako
domain-agnostic, czyli niezalezne od przetwarzanych danych. Oznacza to, ze
model teoretycznie zadziata dla kazdych danych, ktére mozna zamieni¢ na jed-
nowymiarowa sekwencje.

Tekst jest taka sekwencja z natury, ale co z dwuwymiarowym obrazem? Zeby to
zadziatato, trzeba go byto rozlozyé na czynniki pierwsze — obraz zostat ,linijka
po linijce” zapisany jako ciag pikseli. Kazdy piksel z osobna zostat zakodowany
w specjalnie zaprojektowanym dziewieciobitowym systemie okreslania koloru.
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Okazalo sie, ze algorytm dzialajacy na jednowymiarowych sekwencjach danych,
ktorego dzialanie w wielkim uproszczeniu sprowadza sie do przewidywania ko-
lejnego elementu uktadanki z zachowaniem kontekstu calosci, §wietnie sprawdza
sie takze w generowaniu dwuwymiarowych obrazéw.

Jesli da¢ mu fragmet obrazu to wytworzy spdjny stylistycznie cigg dalszy i to
w réznych wariantach. To nie ma na celu odtworzenie orginatu, ale co§ nowego
o roznych wariantach. Efekt jest analogiczny jak w przypadku generowania
tekstu — dalszy ciag jest catkowicie zmys$lony, ale stylistycznie spéjny z poczat-
kowym fragmentem. Prébki dzialania algorytmu mozna zobaczyé na ponizszej
ilustracji.

A FR"‘ Ber Bbe B B
¢ _ﬁ'vw iR

Rysunek 15: Obrazek przedstawia schemat dzialania gpt-2 na obrazach.
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6 Realizacja praktyczna z wykorzystaniem RNN

6.1

6.2

6.3

Uzyte narzedzia

Python3

Tensorflow

Keras i Keras NLP

Embedding GloVe (6B.100d)

Gotowy model GPT-2 (za pomoca pakietu gpt 2 simple)
Teksty piosenek AC/DC, Metalliki i Jimiego Hendrixa

Struktura kodu

main.py - plik obstugujacy pobieranie danych od uzytkownika i wykorzy-
stujacy inne moduly do tadowania i trenowania lub generacji tekstow z
modeli.

models.py - zawiera definicje ponizej opisanych modeli.

data_ processor.py - impementacja klasy stuzacej do obrébki danych m.in.
przygotowania danych treningowych i testowych

song generator.py - generator piosenek, ktory wykorzystuje przekazany
model i instancje klasy DataProcessor

edit _distances.py - kod obliczajacy metryki edit distance
plots.py - kod rysujacy wykresy metryk

transformer.py - kod trenujacy i generujacy piosenki za pomoca GPT-2

Dane uczace

Zbiory danych wykorzystane do treningu i oceny rekurencyjnych sieci neurono-
wych to lacznie kilkaset tekstéw utwordow:

Tekty piosenek AC/DC do treningu sieci opartych o LSTM lub GRU
(ac_dc.csv)

Potaczenie tekstow Metalliki i Hendrixa do dotrenowania modelu GPT-2
(metallica_hendrix.txt)
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6.4 DModele RNN

Opisujac metryke Edit Distance wartosci rozdzielone $rednikami oznaczaja ge-
neracje odpowiednio dla 4 werséw po 6 stéow, 2 werséw po 6 stéw, 1 wersu
sktadajacego sie z 6 slow i 1 wersu sktadajacego sie z 2 stow.

6.4.1 default Istm

Warstwy modelu

We LSTM(256)+ Dropout(0.2)+ LSTM(256) Dropout(0.2) Wy

Ocena modelu

Model: default_Istm
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Rysunek 16: Metryki modelu default Istm

Wynik edit distance (po normalizacji) dla w pelni wytrenowanego modelu:
Sredni ED: 0.98 ; 0.97 ; 0.95 ; 0.8125
Minimalny ED: 0.88 ; 0.83 ; 0.67 ; 0.0
Maksymalny ED: 1.0 ; 1.0 ; 1.0 ; 1.0

Przyklad generacji

Of broad for the way she’s

Love out the gotta rock all
Reputation up all yeah on down
Finally oh a man you gotta
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6.4.2 beta lstm

Warstwy modelu

Y
¥

We LSTM(256)

Dropout(0.36)

LSTM(256) -~ Dropout(0.2)

Ocena modelu

.. Model: beta Istm .
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Rysunek 17: Metryki modelu beta_Istm

Wynik edit distance (po normalizacji) dla w peini wytrenowanego modelu:

Sredni ED: 0.98 ; 0.98 ; 0.99 ; 0.97
Minimalny ED: 0.91 ; 0.92 ; 0.83 ; 0.5
Maksymalny ED: 1.0 ; 1.0 ; 1.0 ; 1.0

Przyklad generacji

Blood sideway up a right I’'m
Up love and fight got the
Dark oh rock a with feel
What go come your a can
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6.4.3 gamma _Istm

Warstwy modelu

We LSTM(512) ~ Dropout(0.2) - LSTM(512) -~ Dropout(0.2) Wy
Ocena modelu
.. Model: gamma_lstm .
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Rysunek 18: Metryki modelu gamma_lstm

Wynik edit distance (po normalizacji) dla w peini wytrenowanego modelu:
Sredni ED: 0.98 ; 0.97 ; 0.99 ; 1.0
Minimalny ED: 0.83 ; 0.83 ; 0.83 ; 1.0
Maksymalny ED: 1.0 ; 1.0 ; 1.0 ; 1.0

Przyklad generacji

You got her this it the

Fire what we'’re like chorus me
All come she yeah the way

She’s commin’ all the way prowler
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6.4.4 omicron_ lIstm

Warstwy modelu

We

Y

GloVe.6B.100d

LSTM(512)

Dropout(0.2)

LSTM(512)

Dropout(0.2)

Wy

Ocena modelu

Model: omicron_lstm
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Rysunek 19: Metryki modelu omicron Istm

Przyklad generacji

Twilight sting time who crown pain

In a legless need no tears

Yours a take yours lovin’ million

Woods lovin’ trip a hearts that
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6.4.5 default gru

Warstwy modelu

We GRU(256)  Dropout(0.2) - GRU(256) ~ Dropout(0.2) Wy
Ocena modelu
.. Model: default_gru .
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Rysunek 20: Metryki modelu default gru

Wynik edit distance (po normalizacji) dla w peini wytrenowanego modelu:

Sredni ED: 0.99 ; 0.99 ; 0.99 ; 1.0
Minimalny ED: 0.96 ; 0.92 ; 0.83 ; 1.0
Maksymalny ED: 1.0 ; 1.0 ; 1.0 ; 1.0

Przyklad generacji

Sunset but got on have call

I pull shook oh a can

Of conduct known back satisfy out
You bustin’ himself the handful run
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6.4.6 beta gru

Warstwy modelu

We GRU(128)  Dropout(0.2) - GRU(128) ~ Dropout(0.2) Wy
Ocena modelu
.. Model: beta gru .
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Rysunek 21: Metryki modelu beta gru

Wynik edit distance (po normalizacji) dla w peini wytrenowanego modelu:

Sredni ED: 0.98 ; 0.96 ; 0.99 ; 1.0
Minimalny ED: 0.92 ; 0.83 ; 0.83 ; 1.0
Maksymalny ED: 1.0 ; 1.0 ; 1.0 ; 1.0

Przyklad generacji

Into from rock way down the

Way the go jack which train

Play when down just I’m the

Way restless makin’ and like damnation
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6.4.7 Dotrenowany model GPT-2

Do generacji okreslonego rodzaju tekstow mozna tez wykorzysta¢ juz gotowe
modele. Jednym z nich jest wczesniej opisany GPT-2. Wykorzystujac pakiet
gpt-2-simple dotrenowaliSmy model wykorzystujac potaczenie zbioru piosenek
Metalliki i Jimiego Hendrixa. Ponizej znajduje sie¢ przyklad generacji tekstu
przez takie rozwigzanie:

Got to stay up through tonight
Nobody’s fool around tonight

Yeah, yeah, ya better get over yourself
Yeah, ya better get over yourself
Everybody’s gotta live together

Under the same bed

Every night

Night falls over o’er the Sun
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